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共通潜在空間を介した多様な都市データの
クロスモーダル分析手法

田村直樹1,a) 寺島青1 庄子和之1 片山晋1 浦野健太1 米澤拓郎1 河口信夫1,2

概要：都市は様々な特性を持つエリアで構成されており，各エリアの特性は，そのエリアを利用する人の
行動や，エリア内の建物の種別などの物理的な環境を含む，複数の要素の混合で構成される．エリアの多
面的な特性の理解のために，人流，購買，POIなど，多様なモダリティの都市データから，各エリアの特徴
を抽出し，潜在空間に埋め込む手法がさかんに研究されてきた．このようなエリア埋め込みによって，エ
リアの特性の類似性が潜在空間上の埋め込みベクトル間の距離で表され，類似エリアの検索やエリアの分
類が可能になった．しかし，既存のエリア埋め込み手法は，単一または一部のモダリティペア間の関係し
か考慮していない．OpenUASのようなオープンなエリア埋め込みや，購買，POIなどの多様な都市データ
の間に存在する関係性を把握できれば，各モダリティの解釈性の向上や多面的なエリア特性の理解につな
がる．そこで本研究では，複数の都市データについて，それぞれのモダリティに基づくエリア埋め込みを，
共通の潜在空間にアライメントする．これによって，それぞれのモダリティ間の関係性が，共通潜在空間
上の距離で表され，クロスモーダルなエリア分析が可能となる．本論文では，エリアごとの滞在データ，
購買データ，POIデータを対象に実験を行い，有効性を確認した．

Cross-modal Analysis of Diverse Urban Data Through a Shared Latent Space

1. はじめに
都市は，居住者や来訪者の就労，娯楽，教育，移動といっ

た多様な需要を満たすために，様々な特性を持つエリアで
構成される [1]．都市の各エリアが持つ特性の理解は，都市
計画 [2], [3]，交通施策 [4]，感染予測 [5]，出店戦略 [6]な
ど幅広い分野で重要な課題である．都市における各エリア
の特性は，そのエリアを利用する人の行動や，エリア内の
建物の種別などの物理的な環境を含む，複数の要素の混合
で構成され [7]，また季節やイベントによって時系列的に変
化する [8], [9], [10]．一方都市では，モバイル端末の普及
やセンシング技術の進展に伴い，人流，購買，POI(Point of
Interest)，ストリート画像といった多様なモダリティデー
タが収集されており，今後より多様かつ大量のデータが蓄
積されていくと予測される．そこで，これらの多様な都市
データを有効に活用した，エリアの多面的かつ動的な特性
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図 1: モダリティ間の相関

の理解が求められている．
都市データを活用した各エリアの特性の理解のため，エ

リア内の人流や購買行動，衛星画像に基づく各エリアの傾
向を，潜在空間に埋め込む手法が提案されている [8], [11]．
これらの手法では，都市データをエリアごとに集約し，そ
の潜在傾向が類似したエリア同士を潜在空間上で近傍に配
置する．このようなエリア埋め込みによって，エリア間の
傾向の類似性が潜在空間上の埋め込みベクトル間の距離で
表され，類似した傾向を持つエリアの検索や分類が可能に
なった．また，OpenUAS[12]では日本の一部の地域につい
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図 2: モダリティペアごとの相関の強さの差異
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図 3: エリアごとの相関の強さの差異

て，これらの埋め込み自体をオープンデータとして公開し
ている．さらに一部の手法では，複数のデータモダリティ
を複合し，「ストリート画像 ‚人流! POI，土地利用」[9]，
「POI ‚衛星画像!人口，飲食店のレビュー数」 [13]など
モダリティを跨いだデータの予測手法を提案している．
しかし，これらの手法は複数の都市データの複合の有効

性を示している一方で，その活用範囲は一部のモダリティ
ペアや地域に限られる可能性がある．なぜならこれらのモ
ダリティデータ間の予測は，それらの間に相関がある場合
に限られるためである．図 1に示すように，特定のモダリ
ティの間には，パターン同士が一意に結びつく場合もあれ
ば，そうでない場合もある．さらに，図 2， 3に示すよう
に，このような相関の傾向はモダリティペアやエリアごと
に異なる．例えば，エリアの時間帯ごとの滞在数と購買数
には相関関係があると予想される一方で，POIの種別とそ
のエリアの衛星画像の間には強い相関はない可能性が高い．
滞在と購買についても，あるエリアでの滞在が購買に関連
しない場合，そのエリアにおいてはモダリティ間の相関が
弱いと予想される．このようにモダリティ間の相関は，エ
リアやモダリティペアごとに異なる．従って，特定のモダ
リティを予測する際には，まずそのモダリティと相関の強
いデータやエリアを明らかにする必要がある．さらに，多
様な都市データについて，各モダリティがどのように相関
し合っているかを明らかにできれば，エリアの多面的な特
性の理解につながる．しかし，都市の無数のエリアで収集
される，多様なモダリティデータについて，全てのペア間
の相関を明らかにするのは困難である．
そこで本研究では，異なるモダリティに基づくエリア埋

め込みの共通潜在空間へのアライメントによって，エリア
ごと，モダリティペアごとの関連性を明らかにする．具体
的には，同一のエリアに対する，それぞれのモダリティ埋
め込みのペアについて，共通の潜在空間を介し，双方向に
予測する学習を行う．結果的に，異なるモダリティ埋め込
み間の相関の強さが，共通の潜在空間上の距離で表される．
これによって，一度に各エリアの全てのモダリティペアに
ついての関連性をモデル化でき，エリア特性の理解を補強
できる．本論文では，エリアごとの滞在データ，購買デー
タ，POIデータの 3つのエリアモダリティを対象に実験を
行い，有効性を確認した．

2. 関連研究
都市における各エリアの特性は，そのエリアを利用する

人の行動，エリア内の建物や地物を含む物理的な環境な
ど，複数の要素によって構成される．多面的なエリア特性
の理解や，エリア特性の時系列的な変化の分析のため，各
エリアで収集されたデータを潜在空間に埋め込む手法がさ
かんに研究されてきた．これらの手法では，人流，購買，
POI，ストリート画像，衛星画像など都市における多様な
モダリティデータに基づいて，エリアを潜在空間に埋め込
んでいる．また，埋め込みに用いるアーキテクチャについ
ても，Word2Vec [8], [14], [15], [16], [17]，オートエンコー
ダ [18], [19], [20]，RNN [21], [22]，BERT [23], [24], [25]な
ど多岐にわたる．特に，Area2Vec [8]はWord2Vecベース
のシンプルなモデルでありながら，滞在データをベースに
都市における各エリアの使われ方をモデル化しており，多
様なタスクに適用されている [10], [26], [27]．このような
埋め込み手法によって，都市における土地利用分類，エリ
アの POI推定，居住環境の評価，都市のエリア変化の検
知 [10]，多様性の抽出 [26]，人流予測 [23], [24]などの実用
的なタスクに加えて，OpenUASという埋め込みデータの
オープンデータ化 [12]も実現している．
これらの手法は主にエリアの単一のモダリティに着目し

ているが，複数のモダリティを複合する手法も提案されて
いる．例として，Yanら [9]は，ストリート画像と人流デー
タを組み合わせることで，単一のモダリティを用いた時よ
りも高精度に，その土地の POIや土地利用分類を予測でき
ることを示した．また，Yanxinら [13]は，その土地の POI
と衛星画像から，そのエリアの人口や飲食店のレビュー数
を予測している．
一方，言語や画像，音声を扱う分野では，さらに先進的

なモデルが提案されており，モダリティを跨いで共通の潜
在空間にアライメントする CLIP [28]ベースの手法が多数
提案されている．中でも ImageBind [29]では，言語，画像，
音声，IMU，深度，温度など 6つのモダリティを共通の空
間にアライメントしている．これによって，モダリティを
跨いだ双方向のデータ変換や検索を可能にした．本論文は
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これらの手法に着想を得ており，複数のモダリティに基づ
くエリアデータを共通空間へアライメントすることで，そ
れらの間にある相関パターンのモデル化，クロスモーダル
な分析を目的とする．

3. 提案手法
3.1 エリア滞在，購買，POIのユニモーダル埋め込み
本手法では，複数のモダリティに基づくエリア埋め込み

を，共通の潜在空間にアライメントする．まずそれぞれ単
一のモダリティに基づくエリア埋め込みを学習し，その
後共通の潜在空間を介して各モダリティ間で相互に予測
する学習を行う．それぞれのモダリティのエリア埋め込
みについては，Area2Vec [8]に変更を加えたモデルを用い
る．図 4にオリジナルの Area2Vec，図 5に本手法で用い
る Fast-Area2Vecのアーキテクチャを示す．
まずオリジナルの Area2Vecでは，各エリアの IDと滞在

時間情報を one-hotベクトルとし，Word2Vecベースのモデ
ルで各エリアの滞在傾向を埋め込む．Area2Vecの学習は，
各滞在についてエリア IDからそこで発生した滞在時間情
報を予測するように学習が進む．ここで，特定のエリア 0

が与えられたとき，滞在時間情報 Bを予測する条件付き確
率モデルは次のように表される [26]．

%„B j0” =
exp„v𝑠 � u𝑎”∑

𝑠0 2𝑆 exp„v𝑠0 � u𝑎” (1)

v𝑠 は滞在時間情報のベクトル（出力層側の重み），u𝑎 は
エリア 0 のベクトル（中間層），( は全ての滞在時間情報
の組み合わせを意味する．本論文では，表 1に示す滞在
時間情報を用いるため，曜日，到着時刻，滞在時間の全組
み合わせは，( = 2 � 7 � 24 = 336となる．損失関数として
は，負の対数尤度を取り，次のように定義される．

! = � 1

j� j
∑

„𝑎,𝑠” 2𝐷
log %„B j0” (2)

� はトレーニングデータの集合を表し，対象データセッ
トにおける総滞在数に等しい．これらの式から，Area2Vec
ではエリア埋め込みと出力側の重み行列の積 u𝑎 � v𝑠 と，滞
在時間情報の頻度に関する ( 次元確率分布 %„( j0” の間の
交差エントロピーが最小化される．ここで，各エリア 0に
対する全滞在情報から，%„( j0” は事前に計算可能である．
従って，各エリアに対する u𝑎 � v𝑠 と %„( j0” の距離から，
u𝑎 � v𝑠 を直接最適化可能である．図 5に示すように，本
手法でユニモーダル埋め込みに用いる Fast-Area2Vecでは，
このアイデアに従って各エリアに対する埋め込みを最適化
する．損失関数を以下に示す．
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図 4: Area2Vec [8]のアーキテクチャ
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図 5: Fast-Area2Vecのアーキテクチャ
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j! j
∑
𝑎2𝐿

"(� „ 5𝑎� 5 0
𝑎” � U�>B„ 5𝑎� 5 0

𝑎”

5𝑎 = u𝑎 � v𝑠
(3)

! はデータセット内の全エリア， 5 0
𝑎 はエリア 0 に対す

る正解滞在情報頻度分布である．"(� は平均二乗誤差，
�>Bはコサイン類似度，Uは "(� に対するコサイン類似
度の重みづけであり，本論文では U = 10とした．つまり，
Fast-Area2Vecでは，u𝑎 � v𝑠 で計算される，そのエリアの予
測滞在情報頻度 5𝑎 と，正解の滞在カテゴリ頻度 5 0

𝑎 の間の
L2ノルム距離とコサイン距離を直接最小化する．これに
よって，学習データセットの総数は，総滞在数の � から総
エリア数の !まで削減できる．さらに，Area2Vecでは滞在
情報の頻度確率を予測しているのに対して，Fast-Area2Vec
では，頻度そのものを予測している．従って，滞在情報頻
度の割合が同じエリア同士でも，その総量の差異が埋め込
み間の距離として現れ，エリアにおける滞在の多さを考慮
に入れたい場合に有効である．ノルム距離とコサイン距離
の両方を導入している理由は，エリア間の滞在数の差異と，
滞在傾向の差異の両方を考慮するためである．Area2Vecと
Fast-Area2Vecの比較実験は 4章で行う．

Area2Vec，Fast-Area2Vec は，扱う特徴量を置き換える
ことで，他のモダリティにも適用できる．本研究では，エ
リア内の購買データと POIデータについても同様に Fast-
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表 1: 滞在特徴量の離散化
曜日 平日,休日 (祝日含む)

滞在開始時刻 0:00～0:59, 1:00～1:59, ... 23:00～23:59

滞在時間 5-29, 30-59, 60-119, 180-239,
240-359 , 360-719 , 720- (単位: 分)

表 2: 購買特徴量の離散化
曜日 平日,休日 (祝日含む)
購買時刻 0:00～0:59, 1:00～1:59, ... 23:00～23:59

購買金額
-1,000, 1000-2000, 2,000-5,000, 5,000-10,000,
10,000-20,000, 20,000-50,000,
50,000-100,000, 100,000- (単位: 円)

Area2Vecで埋め込む．購買データについては，各エリアで
観測された購買について，表 2に示す購買情報に離散化す
る．本研究では， [27]を参考に，曜日，購買時刻，購買金
額を組み合わせた，2 � 24 � 8 = 384のカテゴリを用いる．
これによって，各エリアにおいて，いつ，どんな金額の購
買が行われたかというエリアの購買特性を埋め込む．POI
についても同様に各エリア内に存在する POIカテゴリの分
布を埋め込む．このような埋め込みによって各エリアがど
のようなカテゴリの POIを持つかという POI特性を埋め
込む．以降，本論文中では滞在，購買，POIのそれぞれの
モダリティを埋め込む Fast-Area2Vecについて，それぞれ
Stay2Vec，Sales2Vec，POI2Vecと呼称する．

3.2 共通空間埋め込みによる相関パターンのモデル化
モダリティ間の関係性のモデル化のため，それぞれのモ

ダリティに対応するエリア埋め込みを，共通の潜在空間に
アライメントする．本手法のアーキテクチャを図 6 に示
す．本モデルはモダリティごとのオートエンコーダベース
のモデルとなっており，各モダリティ埋め込みを共通潜在
空間に写像するエンコーダ，潜在空間から各モダリティ埋
め込みに復元するデコーダで構成されている．これらのエ
ンコーダ，デコーダをモダリティごとに用意し，それぞれ
のモダリティ埋め込みを自己符号化するとともに，他のモ
ダリティのデコーダに入力し他のモダリティ埋め込みも予
測するよう学習する．結果的に，それぞれのモダリティ埋
め込みは，共通潜在空間にアライメントされ，潜在空間上
で埋め込み間の距離を計算できる．
次に，学習プロセスの詳細を説明する．まず，同一エリ

アに対する複数のエリアモダリティをそれぞれのユニモー
ダルモデルを用いて埋め込む．個々のユニモーダル埋め込
みモデルはモダリティごとに任意のモデルを採用可能であ
り，本論文では Fast-Area2Vecを用いる．次に，個々のモ
ダリティ埋め込みを，対応するエンコーダネットワークに
通し，共通の潜在空間に写像する．その後これらの埋め込
みのうち 1から 3個をランダムに選択し平均をとる．最後

に，平均された埋め込みをそれぞれのモダリティに対応す
るデコーダ側のネットワークに通し，各モダリティの埋め
込みとのMSE損失をとる．このように，それぞれのモダ
リティ埋め込みを共通潜在空間を介して，相互に予測し，
それらの間の関係性を埋め込む．学習中の入力モダリティ
の個数と割合はいくつかのバリエーションを 4章で比較
する．
このような学習によって，エリアモダリティ間の相関パ

ターンが共通潜在空間上での距離で表せる．モダリティ間
の相関が強いパターンにおいては，類似したパターンのモ
ダリティペアがデータセット中に多数存在し，結果的に共
通潜在空間上の近傍に埋め込まれる．一方，モダリティ間
の相関が弱いパターンにおいては，図 7のように，片方の
モダリティにおけるパターンに複数のパターンが紐づく．
結果的に共通潜在空間上のそれぞれのモダリティ埋め込
み間の距離が遠くなる．このように，モダリティ間，エリ
ア間の相関の強さを共通潜在空間上の距離で計算できる．
従って，この距離の近いペアの抽出によって，関連性の強
いモダリティペアやエリアを抽出できる．

4. 評価実験
4.1 データセット
本研究では，エリアデータとして，エリア内の滞在，購

買，POIカテゴリを用いる．まず我々が使用するエリア滞
在データは事前に同意を得たユーザのモバイルアプリから
収集された GPSデータに基づいている．GPSデータに対
して [30]の手法を用いて滞在推定を行い，表 1に示す離散
化された滞在情報を抽出した．エリア購買データについて
は，事前に許可を得たユーザのクレジットカード購買履歴
に基づき，各購買について表 2に示す離散化された購買情
報を抽出した．購買データには購買を行った位置情報とし
て，250mメッシュコードが付与されている．POIデータ
については，電話帳から収集された各 POIの大カテゴリと
サブカテゴリを用いる．大カテゴリとは「飲食・レストラ
ン」，「レジャー」などの 13のカテゴリであり，サブカテゴ
リはこれらが細分化された 132のカテゴリである．全ての
モダリティデータは名古屋市を対象としており，滞在デー
タ，購買データについては，2019/01/01～2023/12/31の期
間で収集，POIデータについては，2021/7/13までに収集さ
れたものを用いている．データの詳細を表 3に示す．共通
潜在空間へのアライメントモデルについては，滞在，購買，
POIで共通するエリア，期間のペアを構成し，それらの埋
め込みのペアで学習する．エリア購買データが 250mメッ
シュのみで集計されているため，モダリティペアについて
は 250mメッシュのエリアのみを対象とし，エリア内の POI
カテゴリ分布については時系列データではないため，全て
の期間で共通とする．例としてあるモダリティペアデータ
は，特定の 250mメッシュの 2019/01/01 - 2019/01/31に集
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