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歩容に頑健なPDRのための
深層学習を用いた歩行速度推定手法

吉田 拓人1,a) 野崎 惇登1 廣井 慧1 梶 克彦2 米澤 拓郎1 河口 信夫1

概要：Inertial measurement unit (IMU)を搭載したスマートフォンの普及に伴い, 慣性データから歩行者

の相対位置を推定する手法である Pedestrian Dead Reckoning (PDR)の研究が盛んに行われている. しか

し, 多くのスマートフォンに搭載されている低コストな IMUで観測したデータにはノイズが含まれており

推定結果に誤差をもたらす. さらに歩行者の歩容によって移動速度は大きく異なるため, 様々な歩容に対し

て正しい速度を推定するアルゴリズムが必要となる. このように PDRによる歩行者の相対位置推定, 特に

速度推定において多くの課題が存在する. そこで我々は低コストな IMUで観測したデータからでも様々な

歩容に対して頑健に速度推定を行える深層学習ベースの手法を提案する. 本稿では提案手法と既存の有限

オートマトンベースの手法を用いて, 2種類の歩容 (歩行, 足踏み)に対して速度推定を行い推定結果を評価

する. 結果, 正解速度に対する推定速度の誤差は既存手法では 17.55%, 提案手法では 6.26%となり, 精度の

向上が確認できた.
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1. はじめに

屋内位置推定は展示会における人流解析や工場における

作業員の安全管理など様々な場面で必要とされている. さ

らに近年のスマートフォンの普及に伴い,スマートフォンの

IMUを使用した PDRの研究が盛んに行われてる. PDRは

屋内にWi-Fiや Beaconのようなインフラの設置をする必

要のない点に特徴がある. 現在研究されている多くの PDR

は Strapdown algorithmと Step-and-heading algorithmに

分類される [1], [2], [3]. Strapdown algorithmは正しい位

置情報を推定するために高精度のデータを観測できる IMU

を必要とする. しかし, 現在スマートフォンに搭載されてい

る低コストな IMUでは正確な位置を推定するだけの十分

な精度のデータを観測することはできす, 推定位置の誤差

が蓄積されてしまう. 一方で Step-and-heading algorithm

では歩行速度推定のためのステップ幅推定とステップ検知

を行う. しかし, ステップ幅やステップの特徴は歩行者の

身体的特徴や歩容の情報抜きで求めることは難しい. また

歩行者のダイナミカルに変化する歩容に対して移動速度を

推定するのは困難である. これらの課題を解決する最適な

手法が既存の PDRにおいては確立されておらず, 特に歩
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行者の速度推定がボトルネックとなっている. 以上のこと

から歩行者の速度推定の精度向上は PDRの精度向上にも

繋がることがわかる.

そこで我々はスマートフォンの IMUから取得した３軸

加速度データから歩行者の移動速度を頑健に推定する深

層学習ベースの手法を提案する. 深層学習を用いた手法は

行動認識を含む様々な分野でロバスト性向上の効果が確

認されているため, PDR の速度推定にも適応できると考

える. この手法は入力データが３軸の加速度センサのみで

あることが特徴であり歩行者の身体的特徴, 歩容の情報は

一切含まない. 深層学習モデルの学習には教師あり学習

を採用し正解データには歩行者の水平移動速度のノルム

を用いる. 正解データの取集には, スマートフォン向けの

AR技術である Google Tango[4]を利用して得られた位置

情報を利用する. さらに得られた３次元位置情報をカルマ

ンフィルタにより加速度と角速度から推定した重力方向ベ

クトルを用いて水平方向の２次元位置情報に変換する. ま

た, 深層学習のモデルには時系列データの特徴抽出におい

て有用な手段として提案されている CNN-LSTM[5] を拡

張して構築した. CNN-LSTMとは, Convolutional neural

network (CNN)と Long Short Term Memory (LSTM)を

融合させたものであり, CNN層が時系列データの特徴を抽

出し, LSTM層が抽出した時系列データの特徴量を解析す
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ることができる. そこで, 本稿では CNN-LSTMを拡張し

た DualCNN-LSTMを提案する. DualCNN-LSTMはカー

ネルサイズが異なる２つの CNNを並列に分岐させ, その

出力を結合する構造であり, 時系列特徴量を長い系列, 短い

系列単位で取得できるという特徴がある. 実験の結果, 正

解値に対する推定値の誤差率が推定速度では 17.55%, 提案

手法では 6.26%となり, 精度の向上が確認できた.

2. 関連研究

2.1 Pedestrian localization systems

Pedestrian localization systemsを扱った研究は多数存在

する [1], [2], [3]. 一定の成功を収めた研究の一つとして足に

つけたセンサで補正する ZUPT(Zero Velocity Updates)[6]

をベースとした研究がある. しかし, この手法は足にセン

サをつけなくてはならずスマートフォンを使用することは

できない. 現在, スマートフォンを用いた PDRのほとん

どは Step-and-heading algorithmである. ステップ検出の

ために, Alzantot[7]はピーク検出を有限オートマトンで行

う. ステップ幅推定では Stacked autoencoders[8]を使用し

た手法がある. このように PDRの精度向上のため, 様々な

手法が提案されている. しかし, どの研究も実用化に十分

な精度はまだ得られていない.

2.2 End-to-end Machine Learning System

近年の深層学習の技術は様々なドメインにおいて End-

to-end の機械学習を可能している [9], [10], [11]. 我々は

これらの研究から様々なヒントを得た. 例えば, Speech-

Recognitionを End-to-endで可能にした Deep Speech[12]

である. Deep Speechは全結合層と bi-directional Recur-

rent Neural Networkを結合したモデルを用いて音声デー

タセットから学習を可能にした. また, 行動分野において

も深層学習を利用した手法が増加している. Ordóñezらの

研究 [13]では，複数の畳み込み層とリカレント層を用いた

構造 の深層学習モデルを作成し行動認識を行なっている.

この研究では，センサデータを短いセグメントに分割しモ

デルに入力し，セグメント毎に認識を行うことを繰り返し

て予測を行う．Pengらの研究 [14]では，複数の畳み込み

層を用いた構造の深層学習モデルを用いて歩く，止まるな

どの単純な行動の認識を行い，畳み込み層の出力をリカレ

ント層に入力し買い物といった複雑な行動の認識を行う．

これらの畳み込み層とリカレント層による行動認識モデル

と時系列データを一定時間のセグメントごとの扱う手法を

応用して, 時系列の 3軸加速度データから歩行者の移動速

度を推定する研究にも応用できると考えた.

3. 提案手法

PDRによって歩行者の位置推定を行う際, 大きく分け

て移動速度, 進行方向推定の２つから成る. 既存の PDR

図 1: 速度推定の処理フローチャート

において, 進行方向推定の多くは角速度の時間積分によっ

て行なっている. 精度向上のため角速度データのノイズ除

去 [15]やマップマッチングなどの研究もなされており, 一

定の精度は出している. 一方の移動速度推定においては,

既存の PDRではステップ検知を誤ると大きく位置情報を

誤る可能性がある. そのため, 既存の PDRにおいてボトル

ネックとなりやすいのは移動速度推定である. そこで, 本

稿では移動速度推定の精度, ロバスト性向上を目的とする.

我々は移動速度推定の精度, ロバスト性向上のために深

層学習ベースの手法を有効であると考え, 深層学習を用い

た End-to-endの移動速度推定手法を提案する. 提案手法

の全体像を図 1に示す. ネットワークの学習には加速度,

角速度, 正解位置情報を用いる. 推定時には, 加速度センサ

データのみから移動速度を推定する. モデルを学習して, 速

度を推定する前に行う行程は以下の２つである.

• データ収集と正解データの生成
• モデルの構築
入力データである加速度, 角速度センサデータは一般的な

Android端末を使用した. しかし正解位置情報を一般のス

マートフォンで取得することは難しい. そこで我々は正解

位置情報取得のため Google Tango[4]を使用し, そのデー

タから水平速度成分を取得しそれを正解データとするこ

とにした. モデルの構築には CNN-LSTM[5] を拡張した

DualCNN-LSTMを提案する.

3.1 データ収集と正解データの生成

移動速度の推定を行うモデルの学習のためには正確な端

末の位置情報と入力データとなる加速度,角速度が必要とな

る. そこで本稿では正解位置情報をGoogle Tango (Lenovo

PHAB2 Pro),入力データはHASC Logger (Xperia G8342,

Nexus 6)を用いて取得する (ただし, 保持位置が手のデー

タに関しては Google Tangoで正解データと入力データの

両方を計測した). Google Tangoは加速度や角速度に加え

てカメラや深度センサを用いることで, 端末の向きや移動

量を高精度に推定でき, 計測開始時を原点として相対位置
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図 2: 正解速度算出のフローチャート

表 1: データセットの概要

被験者数 5 名 (20 代男性)

端末保持位置 手持ち, パンツの左右ポケット

行動種別 歩行, 足踏み

延べ経路数 79

各経路の歩行時間 Avg: 92.89 秒, SD: 55.05 秒

各経路の長さ 52.93 m, SD:35.53 m

端末

PHAB2 Pro (Android 6.0.1)

Xperia G8342(Android 8.0.0)

Nexus 6 (Android 6.0.1)

ソフトウェア
Google Tango

HASC Logger for Android

センサデータ

加速度

角速度

GPS

磁気

気圧

WiFi

を取得できる. しかし, ３次元位置情報のままではモデル

の学習に使えないので水平速度を抽出する必要がある. そ

こで, 正解位置情報と同時に取得した加速度と角速度デー

タからカルマンフィルタを用いて重力方向を推定する. そ

して求めた重力方向 gと３次元移動速度 vを用いて以下の

式より移動速度の水平成分 vh を算出する:

vh = v − g · v
|g|2

v. (1)

算出された水平速度ベクトルのノルムを正解速度として

利用する. 流れを 2に示す. 我々は 5名の被験者から同一

の経路を時計回り, 反時計回りの様々な歩容で計測し, 合

計 79の経路を取得した. スマートフォンの保持位置は手,

左右のポケットの計３カ所, 歩容は歩行, 足踏みの 2種類.

データの詳細は表 1に示す.

3.2 DualCNN-LSTM

深層学習のモデルには時系列データの特徴抽出におい

て有用な手段として提案されている CNN-LSTM[5] を拡

張して構築した. CNN-LSTMとは, Convolutional neural

network (CNN)と Long Short Term Memory (LSTM)を

融合させたものであり, CNN層が時系列データの特徴を抽

出し, LSTM層が抽出した時系列データの特徴量を解析す

ることができる. そこで, 本稿では CNN-LSTMを拡張し

た DualCNN-LSTMを提案する. DualCNN-LSTMはカー

ネルサイズが異なる２つの CNNを並列に分岐させ, その

出力を結合する構造であり, 時系列特徴量を長い系列, 短い

系列単位で取得できるという特徴がある. 歩容や歩行者に

よって観測する慣性データの周期が異なる, そこで異なる

時間幅で特徴量を抽出することが精度向上に繋がると考え

たため, この枝分かれ構造を採用した. サイズを図 3に示

した. 1層目の畳み込み層で加速度センサのデータ特徴量

を抽出して, 2層目以降で枝分かれの畳み込み層によって 2

種類の特徴量を抽出する. 畳み込み層 2-1と 3-1のカーネ

ルサイズは 12, 畳み込み層 2-2と 3-3のカーネルサイズは

12の倍である 24となっている. つまり, 前者の畳み込み層

では短い時系列データを, 後者の畳み込み層では長い時系

列データの特徴を抽出することが可能である. さらにこれ

ら 2種類の特徴量を結合して, LSTM層入力する. LSTM

層では畳み込み層で抽出した時系列特徴データを学習し,

特徴ベクトルを出力する. その特徴ベクトルを用いて全結

合層が速度を出力する. 図 4には 3軸加速度とそのノルム

をDualCNN-LSTMに入力して出力を得るまでのフォロー

チャートが示してある. センサデータはすべて 100Hzでリ

サンプリングされており, そのデータの 200サンプル (2秒

分)を１つの入力データとした. 入力データに対応する正

解データは, その 2秒の間に観測した正解位置情報から算

出した水平速度の平均である.

4. 評価

4.1 比較対象とする移動推定手法

提案手法の比較対象として, 既存の有限オートマトンに

よるステップ検知を用いた速度推定手法 [7]を用いる. 入力

するセンサデータは, 提案手法と条件を揃えるため, 100Hz

にリサンプリングした加速度, 角速度信号を用いる. これ

に加え, FFT を用いたローパスフィルタにより一定以上の

周波数成分をカットする処理を行う. カットオフ周波数は

今回収集したデータセットの端末保持位置ごとに設定し,

手持ちでは 10Hz, パンツの左右のポケットでは 8Hzとし

た. ポケットに入れた端末では手持ちに比べ細かい振動が

多く含まれるため, カットオフ周波数を低く設定した. 次

に, ローパスフィルタをかけた加速度信号を用いてステッ

プ検知を行う. ステップ検知には図 5 に示す有限オートマ

トンを利用する. 図中の xは加速度ノルムの値であり, 状

態遷移の条件となる各閾値はそれぞれMove:動作している

か否か, Pos Peek: 極大, Neg Peek:極小, Step End:歩行の

終了を意味する. 各閾値は, 手持ち, パンツの左右のポケッ
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図 3: DualCNN-LSTMによる歩行速度推定モデル

図 4: ２秒間のセグメントごとの入力模式図

トの各端末保持位置ごとに調整し, 表 2に示す通りに設定

した. 最後に, 検出されたステップから移動速度を推定し

位置を算出する. 一歩あたりの 歩幅は身長× 0.46mで推

定し, 直前のステップからの経過時間で割り移動速度を算

出する. 算出された移動速度は最大サンプル数 4のキュー

に入れ, その時刻におけるキュー内の平均を移動速度とし

て出力する.

4.2 検証データセットによる評価結果

4.2.1 評価指標

モデルの評価のためにデータセットを訓練用に 4人, テ

スト用に 1 人となるように分ける. 評価指標には Path

Independent Evaluation Metrix (PIEM)[16] を使用した.

図 5: ステップ検知の有限オートマトン

表 2: オートマトンの各閾値

手 ポケット（左右）

Move 1.05 1.05

Pos Peek 1.09 1.13

Neg Peek 0.97 0.89

Step End 0.98 0.96

PIEMでは以下の３つの指標で評価を行う.

( 1 ) 総距離誤差の平均:

Average moving distance error (AMDE)

( 2 ) 正解移動距離あたりの推定移動距離の誤差率:

Moving distance error rate for each meter (MDEM)

( 3 ) 歩行時間あたりの推定移動距離の誤差率:

Moving distance error rate for each second (MDES)

4ⓒ 2019 Information Processing Society of Japan

Vol.2019-UBI-63 No.3
Vol.2019-ASD-15 No.3

2019/8/26



情報処理学会研究報告
IPSJ SIG Technical Report

AMDEは推定された歩行速度と経過時間を使用して総距

離誤差を計算する. MDEMとMDESでは, 最初に移動距

離誤差と正解距離, または移動距離誤差と経過時間から散

布図を作成する. 次に最小二乗推定法で回帰した直線の傾

きから誤り率を求める. これら 3つの評価指標は値が小さ

いほど推定結果の精度が高い事を示す.

4.2.2 評価結果

結果を表 3に示す. 全体の評価結果を見ると, 提案手法

によって MDEM が 17.55%から 6.26%に改善, MDES が

18.63%から 4.03%に改善したことがわかる. さらに, 手持

ち, 左右のポケットそれぞれの項目ごとに見てもすべての

評価指標において精度が改善している. 表 4に行動種別ご

との評価結果を示す. 歩行, 足踏みの項目両方において提

案手法の方が既存手法より精度が高いことが確認できる.

歩行では MDEM が 15.92%から 6.10%に改善, MDES が

16.53%から 5.66%に改善, 足踏みではMDEMが 518.24%

から 82.31%に改善, MDESが 19.99%から 2.97%に改善し

ている. 足踏みにおいて提案手法, 既存手法のMDEMの値

が極めて大きいのは足踏みでの移動距離はほぼゼロに等し

いため, わずかな推定誤差で正解距離あたりの誤差は極め

て大きくなることが原因である. また, 足踏み時の AMDE,

MDESの値を既存手法と提案手法で比較すると, 既存手法

では歩行時に比べて精度を落としているのに対して, 提案

手法においては歩行時に比べて精度の低下が見られない.

このことから提案手法が歩容に対して頑健であることが確

認できる.

次に歩行データにおいて提案手法と既存手法の間で異な

る推定結果を示す例を 2つ挙げる. 一つは図 6の提案手法

の方が既存手法より速度の立ち上がり, 立ち下がりを正確

にトラッキングできている例, もう一つは図 7の既存手法

がステップの検知を失敗している例である. 図 6aと図 7a

に, 提案手法と既存手法の速度推定結果の例を示す. 図 6b

と図 7bは, 提案手法, 既存手法によって推定されて速度と

正解速度による移動軌跡の推定結果を示す. 移動経路をプ

ロットするために, 推定速度と正解速度に加えて水平方向

の角速度から計算される進行方向ベクトルを用いる.

図 6aでは提案手法と既存手法が共に正解速度の概形が

トラッキングできている. しかし, 提案手法の方が時刻 5

秒周辺の速度の立ち上がりと時刻 45秒周辺の立ち下がり

を既存手法よりも正確にトラッキングできている. この違

いは図 6bからも確認できる. 既存手法もおおよその経路

の外形は捉えられているが速度変化が大きい部分の推定を

行えていないため, 最終的な推定位置が正解位置に対して

提案手法よりも離れている.

図 7aでは既存手法がステップ検知を誤っている. 既存

手法はステップ検知を行えないと移動速度を 0 m/sと出力

するため, 図 7aのように推定移動経路を大きく誤ってし

まい, 推定経路も図 7bに示す通り大きく誤ってしまう. ス

表 3: 検証データセットに対する評価結果 (FA: Finite

Automaton)

端末保持位置 評価値 DualCNN-LSTM FA

全体

AMDE[m]

MDEM[%]

MDES[%]

3.83

6.26

4.03

16.78

17.55

18.63

手持ち

AMDE[m]

MDEM[%]

MDES[%]

4.30

6.24

4.92

8.27

15.86

8.32

左ポケット

AMDE[m]

MDEM[%]

MDES[%]

2.64

4.62

2.53

23.41

20.09

26.69

右ポケット

AMDE[m]

MDEM[%]

MDES[%]

4.55

7.92

4.64

18.77

16.70

20.86

表 4: 行動種別ごとの評価結果 (FA: Finite Automaton)

歩容 評価値 DualCNN-LSTM FA

歩行

AMDE[m]

MDEM[%]

MDES[%]

3.92

6.10

5.66

10.50

15.92

16.53

足踏み

AMDE[m]

MDEM[%]

MDES[%]

3.66

82.31

2.97

29.35

518.24

19.99

テップ誤検知の原因として, オートマトンベースの既存手

法ではあらかじめ設定した閾値によって, ステップ検知が

うまく行える歩行速度や歩容が存在するからであると考え

られる. この点からも提案手法の方が歩容に頑強であるこ

とが確認できる.

5. おわりに

本稿では, 歩容に頑強かつ高精度な PDRを実現するた

め, 深層学習を用いた End-to-endの歩行者移動速度推定

手法を提案した. 我々は時系列データの特徴抽出のために

DualCNN-LSTMの提案し, モデルの学習のために Google

Tango を用いて慣性データと正解位置情報を含むデータ

セットの作成を行なった. 実験の結果, 評価指標MDEMに

おいては誤差率を 17.55%から 6.26%へ改善, MDESにお

いては誤差率を 18.63%から 4.03%へ改善を達成した. さら

に, 歩容ごとの評価結果から提案手法が既存手法よりも歩

容に対して頑健に速度推定を行えることがわかった. 今後

はデータセットの歩容のバリエーションを増やし, さらな

る検証を行う. また, 方向推定を深層学習で行うためのア

プローチも検討する必要がある. 将来的には一つのモデル

で速度, 方向を推定を行えることが理想である.
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(a) 推定速度

(b) 推定経路

(スタート: 原点, ゴール: ★)

図 6: 速度変化に対する推定精度の比較

(a) 推定速度

(b) 推定経路

(スタート: 原点, ゴール: ★)

図 7: 既存手法がステップの検知を失敗している例
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